PRIMAL

Pathfinding via Reinforcement and Imitation Multi-Agent Learning

Renata Pivodova, brezen 2022
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Nevyhody SOTA planovacu
e Centralizované planovani.

e Maximalné stovky agentd.
e Online planovani v radu sekund az minut.

1. Uvod



Charakteristiky PRIMAL

e PRIMAL =novy rdmec pro MAPF.

o Pathfinding via Reinforcement and Imitation Multi-Agent Learning
e Kombinuje reinforcement a imitation learning.
e Zakladni principy:

o Castecné pozorovatelny svét. prIMEL

o Reaktivni online planovani.
o Implicitni koordinace. N

1. Uvod
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Reinforcement Learning - |

e Agentvykonava akce s
podle strategie. ) Agent

e Agent se uci pomoci
zpétné vazby od state Reward Action
prostredi.

Environment

2. DlleZité pojmy



Reinforcement Learning - Il (formalizace)

e Prostredijako markovsky rozhodovaci proces = (S, A, P, R)
o S...kone¢na mnoZina stavl prostredi
o A...konecna mnoZina akci
o P,(s,s’)... pravdépodobnost, Ze po akci a ve stavu s prejde prostredi do stavu s’
o R,(s,s’)...odména za to, Ze po akci a ve stavu s bude prostredi ve stavu s’
e Chovaniagenta:
o Strategie r(s,a) ... pravdépodobnost vykonani akce a ve stavu s
o Agent maximalizuje celkovou odménu.
e Hodnota stavu V/(s) je stfedni hodnota celkové diskontované odmeény.

e Hodnota akce Q(s,a)

2. DlleZité pojmy



A3C algoritmus - |

e =Asynchronous Advantage Actor Critic
algorithm
e Kazdy agent ma vlastni informace, pracuje

nezavisle na ostatnich:

o parametry neuronoveé site,
o kopii svéta.

e Vsichni komunikuji a vylepsuji jednu
globalni sit.

2. DlleZité pojmy
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A3C algoritmus - Il

e Algoritmus predikuje V(s) i
1(s).

o Hodnotou (kritikem) aktualizuje
strategii (aktéra).
e Advantage:A=Q(s,a)-V(s)
o O kolik se realna odména lisi od
oCekavané odmény.

2. DlleZité pojmy
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Agent
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odména

II Strategie (

Prostredi «—

Actor

e Vybira akce

Critic

-+ » Ohodnocuje vykon actora,

udavéa smeér zlepseni

akce
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Imitation learning

e Expert doda nékolik vzorovych scénarti (demonstrations).
o  SlouZi agentovy k nauceni se optimalni strategie.

e Behavioural cloning
o Nauceni expertovy strategie pomoci supervised learning.

e Algoritmus:
o 1.Ziskejte od experta vzorové scénare.

o 2. Prevedte scénare do dvojic (stav, akce).
o 3.Pomoci supervised learning a minimalizace ztratové funkce se naucte strategii.

2. DlleZité pojmy
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Pozorovaci prostor agenta - |

e Svétje reprezentovan pomoci mrizky (gridworld).

e Agentvidi pouze své okoli, tedy malou €ast mrizky.

o Vpraxio velikosti 10 x 10.
o Agentje centrem této mrizky.

e Agent ma navic dvé pridavné informace o svém cili:

o jednotkovy vektor ukazujici na cil,
o Euklidovskou vzdalenost k cili.

3. MAPF a RL
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Pozorovaci prostor agenta - Il

e Agent vnima své okoli na ¢tyrech
Urovnich:
o prekazky,
pozice ostatnich agentd,

O
o pozice vlastnihocile,
o pozice cild ostatnich agentd.

e Jednd se o binarni matice.

3. MAPF a RL
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Agentovy akce - |

e Mozné akce:
o krokvpred,
krok vzad,
krok vpravo,
krok vlevo,

®©
OIO

o O O O

e Zajednotku casu vykona jednu akci (diskrétnost).

3. MAPF a RL



Agentovy akce - Il (trénovani)

e Agentvybira pouze z validnich akci.
o  Uceni podporeno ztratovou funkci.
o  Stabilné&jsi trénovani nez pri penalizaci za vybér nevalidni akce.

e Pokud pritestovani agent zvoli nevalidni akci, stoji na misté.

e Predchazi oscilujicim strategiim.
o Agentse nesmi vratit na pfedchozi misto.
o  Nutik exploraci.

3. MAPF a RL
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Odmeénovani agenta

e Trestani za kazdou chvili mimo cil.
o Strategie “co nejrychleji do cile”.

e Ve&tsitrest za stani nez pohyb.
o Podpora explorace.

e | pres filtraci nevalidnich akci mohou

vzniknout kolize s ostatnimi agenty.
o Agentise pohybuji postupné av
nahodném poradi.

3. MAPF a RL

SIMPLE REWARD STRUCTURE.

Action Reward
Move [N/E/S/W] -0.3
Agent Collision -2.0

No Movement (on/off goal) 0.0/ -0.5
Finish Episode +20.0

17



Actor-critic sit - |

e PRIMAL je zalozen na A3C algoritmu.
e Neuronova sit doporucuje nasledujici akci.

e Architektura:

o Sestivrstva konvolucni sit,
o dva vstupy: agentovo pozorovani a vzdalenost/smér cile,
o tfivystupy: strategie, vysledna hodnota a “blokuji jiného agenta?”

3. MAPF a RL
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Actor-critic sit - I

10x10x4 2x1 12x1

Input Tensors  Goal PGSitiﬂnw—RﬂLU R?,IT.\U
llﬂxlﬂxlzﬂ 5x5x128  2x2x256 i‘:jlxlcclcmmtﬂd T S 1x1 Sigmoid
Conv2D | Conv2D) blocking
10x10x128 5455256 512x1 (ReLU 512x1 ~ 512x1y i
Conv2D | QmﬂD‘ Fully connected Fully connected | Fully connected
10x10x128 5x5x128 |5x5x256  500x1 4 S12xl Softmax | 5, 1x1
Conv2D Comv2D  Conv2D —»/ Concatenate | Policy | Value

3. MAPF a RL
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Uceni koordinace

e Blokovani cesty ostatnim, kdyZ je agent ve svém cili.
e \Vyzva: nesobecké chovani agentd.
o | pressnizeni okamZité odmény.

e Uceni je postaveno na tfech metodach:
o  blocking penalty, Mean episode length during training

256
i m==Full PRIMAL
© kombinaceRLalL, EZGG- == No Environment Sampling
o nahodnost prostredi. £ No Blacking Penalty
= 150+ == o | mitation Learning
% = Expert (ODrM*)
@ 100F
8
(4] ] I 1
1] 1 2 3.14

Episode a0
Fig. 5. Mean episode length during training, lower is better. The dotted
line shows the baseline, obtained from the expert ODrM#* planner. When
4. Uéeni we remove either environment sampling, the blocking penalties, or imitation
learning from our approach, the policy converges to a worse solution.



Blocking penalty

= penalizace za prodlouzeni cesty ostatnich agentd.

O

O

Tzn. Gplné zablokovani, nebo vyrazné zpomaleni.
-2 body

Motivace k opusténi cile.

O

A opusténi lokalniho maxima jejich odmény.

SIMPLE REWARD STRUCTURE.

Action Reward
Move [N/E/S/W] -0.3
Agent Collision -2.0

No Movement (on/off goal) 0.0/ -0.5
Finish Episode +20.0

Uéeni
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Kombinace RLalL

IL rychle identifikuje dobré oblasti
state-action prostoru.

RL vylepSuje strategii volnou exploraci
téchto oblasti.

Na zacatku kazdé epizody se RL nebo IL
voli nahodné.

RL pouziva A3C algoritmus.

Expertem pro IL je ODrM*.

o Levnéonline generovanivzord.

Uéeni

ﬁleinforcement Learning

— World
(Olllrl 0‘ lI’ | lll’n
Agent 1 |  Agent .. | Agentn |

m}im AC %‘l:let - [Elfet n

ai a.. dn

RL/IL L—o
Switch —

Ol.n

ﬂ Expert (M*) ‘
( Imitation Learning
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Nahodnost prostredi

e Pro kaZdou epizodu trénovani se generuje nové prostredi.

e Nahodnazmeéna:

o velikosti svéta,

o hustoty prekazek.
e Parametry trénovani:

o velikost sveta: 10, 40, 70
o hustota prekazek 0 - 50%

4, Uéeni
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Parametry

e Trénovani:

O

o O O O

discount faktor=0,95
délka epizody =256
velikost batche =128
tfi nezavisla prostredi
osm agent(

Experimenty

e Experimenty:

(@)

(@)

(@)

Velikost svéta: 10; 20; 40; 80; 160
Hustota prekazek: 0;0,1;0,2; 0,3
Velikost tymu: 4; 8;...; 1024
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Porovnavane planovace

e CBS

o =Conflict Based Search
o Hledani cesty pomoci stromu konflikt(.

e ODrM*
o Kombinace M*, A* a CBS.
e ORCA

o =Optimal Reciprocal Collision Avoidance
o Kombinuje individualni hledani cesty a recipro¢ni vyhybani kolizi.

5. Experimenty

27



Vysledky
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Porovnani s ostatnimi planovaci

e PRIMAL je lepS$i v prostfedi s malo prekazkami.
e PRIMAL je horsiv prostredi s vice prekazkami.
o https://youtu.be/uNVW1ge2dhQ
e Vice agentl v okoli - Spatné chovani.
o  Maly svét avelky tym.
o  Chybav trénovani (konstantni pocet agent().
e Agenti planuji az dvakrat delsi cesty.

o  0OdlisSna omezeni MAPF.
o Agenti se mohou bezprostfedné nasledovat, mohou se prohazovat,...

5. Experimenty
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https://youtu.be/uNVW1qe2dhQ

Experiment s roboty

Hybrid Simulation - 2 Physical Robots and up to 3 Simulated Ones

5. Experimenty
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https://youtu.be/uU9BaTUeiEE
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Shrnuti

PRIMAL kombinuje distribuovany reinforcement learning a imitation learning.
Agent pracuje pouze s lokalnimi informacemi o svéte.

Pracuje velmi dobre v prostfedi s nizkou hustotou prekazek.

Autori se chtéji v budoucnu zaméfit na trénovani agentl v tovarnach apod.

SARTORETTI, Guillaume, et al. Primal: Pathfinding via reinforcement and imitation
multi-agent learning. IEEE Robotics and Automation Letters, 2019, 4.3: 2378-2385.
Videa ke clanku:
https://youtube.com/playlist?list=PLt2UiOV2mr9lujyYrtrgXt8CF10ORd7CHa

Zavér
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https://youtube.com/playlist?list=PLt2UiOV2mr9lujyYrtrgXt8CF1ORd7CHa

BONUS: Uceni actor-critic site

e Celkova diskontovana odména:
k i
Rt = E i—=0 ) Tt+i

e Minimalizace ztratové funkce hodnoty stavu:
T

Ly =) (V(o;;0) — Ry)?

t=0

e Minimalizace ztratové funkce strategie

L, =og-H(m Zlog (a¢|m,0;0)A(0s, as;0))
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